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Einleitung

Techniken aus dem Bereich der kinstlichen Intelligenz, insbesondere des tiefgehenden
maschinellen Lernens (Deep Learning), sind Kernbestandteile der jlngsten
Entwicklungen auf dem Gebiet der medizinischen Bildgebung. Diese Algorithmen
werden flur die Segmentierung, Bildrekonstruktion und Klassifikation von
Bilddatensatzen verwendet. Da die visuelle Auswertung von Bilddaten oftmals sehr
subjektiv und zeitintensiv ist, stellen diese Techniken eine weitere objektive und
effiziente Quantifizierungsmethode dar.

Die Moglichkeit einer vollautomatischen Klassifikation von Lungengewebe (in CT-
Datens2tzen) in AGesundi und AFibroseid
werden. Hierzu wurden zum Teil eigenstdndig Python-Computer-Programme

geschrieben und Klassifizierungsmodelle entwickelt.

Lungenfibrose

Definition, Atiologie und Pathogenese der Lungenfibrose

Die Lungenfibrose ist eine chronische Lungenerkrankung. Hierbei wird gesundes
Lungengewebe durch eine veranderte extrazellulare Matrix ersetzt und die alveolare
Architektur zerstort, was zu einer verminderten Lungencompliance, einem gestdrten
Gasaustausch und letztlich zu Atemstillstand und Tod fuhren kann (Richeldi, Collard et
al. 2017).

Es zeigt sich eine steigende Inzidenz der idiopathischen Lungenfibrose (IPF). In Europa
und in Nordamerika wird von etwa 10 Fallen pro 100 000 Einwohnern pro Jahr berichtet
(Hutchinson, Fogarty et al. 2015, Hopkins, Burke et al. 2016). Manner sind haufiger
betroffen als Frauen und nur selten tritt die IPF bei Personen unter 50 Jahren auf. Das
mittlere Alter bei der Erstdiagnose betragt in etwa 65 Jahre (Society 2000, Raghu,
Weycker et al. 2006, Raghu, Collard et al. 2011). Bei sehr variablem Krankheitsverlauf
betragt die mittlere Uberlebenszeit in etwa 2-4 Jahre ab Diagnosestellung (Ley, Collard
et al. 2011).

Lange Zeit galt die Lungenfibrose als eine chronische Entzindungsreaktion, die
letztendlich zu einem fibrotischen Umbau des Lungengewebes fihrte. Doch
immunsuppressive Therapien mit Prednisolon und Azathioprin erhdhten die
Patientensterblichkeit (Selman, King et al. 2001, Network 2012). Nach aktuellen

Erkenntnissen wird die Lungenfibrose als eine allgemeine Folge multifaktorieller und

s ol



wiederholter Mikroverletzungen des Alveolarepithels angesehen. Diese wiederholten
Verletzungen tragen zu einer gestorten Epithel-Fibroblasten-Kommunikation bei,
welches zu der Induktion von matrixproduzierenden Myofibroblasten fihrt (Richeldi,
Collard et al. 2017). Umweltfaktoren, wie zum Beispiel die Inhalation von Partikeln tragen
mafdgeblich zur Pathogenese der idiopathischen Lungenfibrose bei. Insbesondere spielt
der Nikotinabusus eine wesentliche Rolle bei der Entwicklung einer Lungenfibrose
(Baumgartner, Samet et al. 1997).

Dartber hinaus scheint die genetische Préadisposition eine pathogenetische Rolle
einzunehmen. Mehrere Gene wurden identifiziert, die zu einem gesteigerten Risiko
fuhren (Nogee, Dunbar et al. 2001, Armanios, Chen et al. 2007, Tsakiri, Cronkhite et al.
2007, Wang, Kuan et al. 2009, Noth, Zhang et al. 2013, Stuart, Choi et al. 2015).

Klinische Symptome

Dyspnoe und Husten sind wichtige, jedoch unspezifische Symptome bei Patienten mit
einer Lungenfibrose. Deshalb werden oft diese Erstsymptome bei Erstvorstellung beim
Hausarzt im Rahmen des natirlichen Alterungsprozesses aufgefasst oder als eine Herz-
Kreislaufstorung gewertet. In der kdrperlichen Untersuchung féllt ein bilaterales
Inspirationsknistern (King, Tooze et al. 2001) und im Lungenfunktionstest fallen eine
reduzierte Totalkapazitat und ein reduzierter Gasaustausch auf (Raghu, Weycker et al.
2006).

Diagnostik

Neben der konventionellen Réntgenitbersichtsaufnahme des Thorax spielt die
Computertomographie eine Schlisselrolle bei der Detektion Kkleinster pulmonaler
Veranderungen. Die hochauflésende Computertomographie des Thorax (HRCT)
ermdglicht  eine  detaillierte  Beurteilung des  Lungenparenchyms  ohne
Uberlagerungsphianomene. Schichten von etwa 1 mm dienen zur besseren Beurteilung
des genauen AusmalRes und der Verteilung der Lungenfibrose. Typische Muster, die auf
eine Lungenfibrose hindeuten, sind Traktionsbronchiektasien und subpleurale, bilaterale
Honigwabenmuster mit basaler Verteilung. Die Honigwaben sind als Cluster zystischer
Luftraume mit Durchmessern von etwa 3 -10 mm zu erkennen. Mosaikmuster,
Milchglastribungen und nodulare Verdichtungen legen eine andere Diagnose nahe

(Hunninghake, Lynch et al. 2003, Hansell, Bankier et al. 2008, Travis, Costabel et al.



2013). Sollten in der HRCT keine eindeutigen Merkmale zu identifizieren sein, wird eine
operative Lungenbiopsie in Erwagung gezogen. Bei Patienten unter 65 Jahren und mit
wenigen Komorbiditaten betragt bei elektiven Eingriffen die Sterblichkeit etwa 2 % in den
folgenden 30 Tagen (Hutchinson, Fogarty et al. 2016). Bei alteren Patienten mit
zahlreichen Komorbiditaten (Charlson Score >1) (Richeldi, Collard et al. 2017) und
Klinisch signifikanten physiologischen Beeintrachtigungen sollte eine Lungenbiopsie
kritisch hinterfragt werden (Hutchinson, Fogarty et al. 2016, Richeldi, Collard et al. 2017).
Klinische Symptome, die radiologische Bildgebung und die Histopathologie spielen bei
der Diagnose der Lungenfibrose eine entscheidende Rolle. Ein multidisziplinarer Dialog
zwischen Arzten erhoht die diagnostische Treffsicherheit (Flaherty, King et al. 2004). Die
Genauigkeit der Diagnose hangt somit stark von der Expertise der behandelnden Arzte
ab. Es zeigt sich eine hohe Inter- und Intraobservervariabilitdt (Flaherty, Andrei et al.
2007). Der Wunsch nach einer effizienten und objektiven Klassifizierungsmethode ist
grof3.

Medizinische Bildanalyse

Aufgrund der anhaltenden technologischen Fortschritte auf dem Gebiet der
medizinischen Bildgebung steigt die Menge der zu befundenen Daten. Die zeithahe und
qualitative Analyse dieser Bilddaten ist zu einer enormen Herausforderung geworden.
Gleichzeitig stellt die Einfuhrung der digitalen Bildarchivierungs- und
Kommunikationssysteme (PACS) und deren Integration innerhalb des gesamten
Krankenhausinformationssystems (KIS) sicher, dass grof3e medizinische Bild-
Datenbanken und zugehotrige relevante medizinische Informationen von Patienten
(einschlief3lich demographischer Daten, klinischer Befunde, Labordaten und Pathologie)
einheitlich aufgebaut werden. Sofern technische Herausforderungen und ethische
Fragen des Datenschutzes angemessen beantwortet werden, koénnen solche
Datenbanken mehr und mehr zu Forschungszwecken eingesetzt werden.

Die medizinische Bildanalyse beschéftigt sich unter anderem mit Messungen in
medizinischen Bildern. Manuelle Messungen in grofen medizinischen 3D-
Bilddatensatzen sind nicht nur mihsam und zeitaufwendig, sondern unterliegen auch
einer erheblichen Intra- und Interobserver-Variabilitat, die die Objektivierbarkeit der
daraus abgeleiteten Befunde einschrankt. Es besteht daher ein grof3er Bedarf an
effizienteren, zuverlassigen und gut validierten automatisierten oder halbautomatischen
Methoden flr die medizinische Bildanalyse. Dies ist der erste Schritt zur

computergestitzten Bildinterpretation in der klinischen Routine. Welche Informationen
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aus den Bildern quantifiziert werden mdissen, ist sehr anwendungsspezifisch und
erheblich von der Fragestellung abhangig. In der medizinischen Bildanalyse geht es
haufig um die Quantifizierung bestimmter geometrischer Merkmale, die Beurteilung
anatomischer Veranderungen im Laufe der Zeit (z.B. im Rahmen von
Verlaufsuntersuchungen) oder die Erkennung und Charakterisierung morphologischer
Variationen (z.B. Normvariante versus Pathologie). Die Analyse der 3D-Form- und
insbesondere der Formvariabilitdt stellt eine besondere Herausforderung in der
medizinischen Bildanalyse dar. Neben der Morphometrie ist die Quantifizierung von
lokalen oder regionalen Kontrasten oder Kontrastunterschieden in vielen Anwendungen
von Bedeutung, insbesondere in der funktionellen Bildgebung, wie z.B. fMRI, PET oder
MR-Diffusions- und Perfusionshbildgebung.

Bildsegmentierung

Bei der Bildsegmentierung wird zwischen den zu einem bestimmten Objekt gehdrenden
und den nicht zu diesem Objekt gehoérenden Bild-Voxeln unterschieden. Die
Bildsegmentierung ist eine Voraussetzung fir die Quantifizierung der geometrischen
Eigenschaften eines Objekts, insbesondere seines Volumens oder seiner Form. Die
Bildsegmentierung kann auf unterschiedliche Weise durchgefihrt werden:
grenzwertbezogen (threshold) durch die Beschreibung der Kontur oder Oberflache des
Objekts in einem (2D) oder mehreren (3D) Bildebenen; regionenbezogen durch die
Gruppierung von Voxeln; oder voxelbezogen durch die Zuordnung jedes Voxels im Bild
zu einem bestimmten Objekt. Die genaue 3D-Segmentierung von komplex geformten
Objekten in medizinischen Bildern wird in der Regel durch die begrenzte Auflésung der
Bilder und durch die Tatsache, dass die Auflosung oft nicht isotrop ist, erschwert. Um
fehlende Informationen in den Daten zu ergdnzen, ist in der Regel eine Interpolation
erforderlich. Im klinischen Alltag sind prézise 3D-Messungen (z.B. Volumetrie von
Lungenlasionen) sehr miithsam und zeitaufwendig, so dass oft vereinfachte, ungeféahre

2D- oder 1D-Messungen stattfinden.

Bildregistrierung

Die Bildregistrierung beschaftigt sich mit der raumlichen Beziehung zwischen
verschiedenen Bildern. Diese raumliche Beziehung wird anhand des Bildinhalts selbst
durchgefuhrt (Bild-Matching) (Hajnal and Hill 2001). Unterschiedliche Bilder, die zu
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unterschiedlichen Zeitpunkten (z.B. vor und nach der Behandlung) oder mit
unterschiedlichen Modalitditen aufgenommen wurden (z.B. CT-, MRT-, PET-
Untersuchungen) enthalten oft komplementére Informationen, die zusammengefihrt und
gemeinsam analysiert werden missen. Zudem wird die Bildregistrierung benétigt, um
unterschiedliche Patientenpositionierungen im Scanner und um Gewebedeformationen
zwischen verschiedenen Zeitpunkten auszugleichen. Nach der korrekten Registrierung
konnen die Bilder durch prazise Uberlagerung gemeinsam und parallel durchgearbeitet

werden.

Visualisierung

Die aus den Bildern extrahierten Informationen sollten idealerweise zur Unterstiitzung
der Diagnose und Therapieplanung optimal dargestellt werden, d.h. so, dass die richtige
Interpretation aller relevanten Bilddaten fir den Anwender maximal erleichtert wird. Fur
medizinische 3D-Bilder ist die multiplanare 2D-Visualisierung nicht gut geeignet, um
strukturelle Beziehungen innerhalb und zwischen Objekten zu beurteilen- hierfir sind
echte 3D-Visualisierungsansatze zu bevorzugen, wie zum Beispiel Oberflachen- oder
Volumen-Rendering.

In Klinischen Anwendungen, wie beispielsweise der bildbasierten Operationsplanung
oder der bildgesteuerten intraoperativen Navigation missen Werkzeuge bereitgestellt
werden, um Objekte in der 3D-Darstellung nach Bedarf zu bearbeiten (z.B. Messungen
durchzufiihren) oder um virtuelle Objekte einzufiigen (z.B. Implantate).
Bildsegmentierung, -registrierung und -visualisierung sind nicht absolut getrennte
Saulen der medizinischen Bildanalyse. Im Gegenteil, sie sind in der Regel miteinander
verknlpft. Eine optimale Lésung fir eine bestimmte Fragestellung kann nur durch eine
gemeinsame Betrachtung von Segmentierung, Registrierung und Visualisierung erreicht
werden. Beispielsweise kann die Bildregistrierung fur die Bildsegmentierung hilfreich
werden, indem das zu segmentierende Bild mit einem &ahnlichen Bild (z.B. von einem
anderen Patienten oder einer Atlasvorlage), das zuvor segmentiert wurde, verglichen
wird. Umgekehrt kann die Bildregistrierung davon profitieren, dass bereits eine vorherige
Segmentierung &hnlicher Strukturen stattgefunden hat. Die gemeinsame Visualisierung
unterschiedlicher Bilder, die z. B. préa- und intraoperativ aufgenommen wurden, setzt vor-
aus, dass die Registrierungsprobleme zwischen diesen Bildern, die in unterschiedlichen
Koordinatensystemen liegen, geldst sind. Dartber hinaus muss bei bildgestitzter

Behandlungen der praoperative Behandlungsplan wahrend des Eingriffs auf den



Patienten Ubertragen und die intraoperative Position der Instrumente in den Bildern
verfolgt werden. Dieses Registrierungsproblem erfordert in der Regel die Installation

zusatzlicher Hardware im Behandlungsraum (z.B. ein optisches Trackingsystem).

Herausforderungen

Medizinische Bilder sind zum grof3ten Teil dreidimensional. Die 3D-Natur der Bilder
liefert zusatzliche Informationen, aber auch eine zusétzliche Dimension der Komplexitat.
Anstatt die Daten scheibenweise in 2D zu verarbeiten, ist die 3D-Verarbeitung in der
Regel effektiver, da sie die raumlichen Zusammenhange beriicksichtigt. Medizinische
Bilder basieren auf unterschiedlichen physikalischen Prinzipien und die Beurteilung bzw.
Interpretation dieser Bilder wird durch die Mehrdeutigkeit erschwert. Diese
Mehrdeutigkeit wird hauptsachlich durch die Grenzen des Bildaufnahmeprozesses,
insbesondere durch die begrenzte Auflésung, dem beschrankten Kontrastspektrum, das
Rauschen bzw. das Vorhandensein von Artefakten bestimmt. Viele Fragestellungen
erfordern die Analyse von komplementaren Informationen, die von mehreren Bildern
geliefert werden, um beispielsweise anatomische und funktionelle Informationen zu
korrelieren, um Veranderungen im Laufe der Zeit oder Unterschiede zwischen den
Patienten zu beurteilen. Objekte, die in medizinischen Bildern von Interesse sind, sind
typischerweise anatomische Strukturen, Fremdkorper, z.B. Implantate, Normvarianten
oder pathologische Lasionen. Anatomische Strukturen kénnen komplexe Formen
aufweisen, wie z.B. die Gehirn- und Herzkranzgefal3e. Solche komplexen Formen lassen
sich nicht immer einfach durch mathematische Modelle beschreiben. Zudem weisen
anatomische  Strukturen eine groRe Formvariabilitat auf. Eine absolute
Abbildungsgenauigkeit ist aufgrund fehlender Grundwahrheiten oft nicht moglich. Als
Alternative kdnnte ein Modell (Phantom), welches die relevanten Objekte abbildet,
genutzt werden. Ein generalisiertes Hardware-Phantom stellt sich jedoch in der Regel
als ein ziemlich starres Modell dar und lasst sich nur schwierig an die anatomische
Vielfalt anpassen. Es fehlt die Flexibilitat. Ein Software-Modell in Kombination mit einem
Simulator bietet hingegen mehr Flexibilitdt und Anpassungsfahigkeit. Ehe solche
Modelle jedoch im klinischen Alltag eingesetzt werden kdnnen, missen diese auf

Genauigkeit, Préazision, Konsistenz und Robustheit Uberprift werden.



Radiomics

Historischer Hintergrund

Der Gedanke bildgebende Merkmale zur Klassifikation von Bildern einzusetzen, hat
seine Wurzeln in den 1960er Jahren (Doi and graphics 2007). Der Einsatz dieser
Merkmale fokussierte sich hauptsachlich auf die computergestiitzte Erkennung oder
Diagnose (CAD) (Tang, Rangayyan et al. 2009, Giger, Karssemeijer et al. 2013). CAD
verwendet eine Reihe von gquantitativen Bildmerkmalen, die die geometrische Struktur,
die Intensititsve r t ei |l ung und die Textur einer ARegion o
Diese werden anschlief3end von statistischen oder maschinellen
Klassifikationsverfahren verwendet, um beispielsweise zwischen benignen und
malignen Lasionen zu unterscheiden. Das Ergebnis kann anschlieRend von Radiologen
als Zweitmeinung bei der Erkennung von Lasionen und bei diagnostischen
Entscheidungen verwendet werden (Doi and graphics 2007, Tang, Rangayyan et al.
2009, Giger, Karssemeijer et al. 2013, Dhungel, Carneiro et al. 2017, Summers 2017).
CAD wird hauptsachlich in zwei Hauptgruppen unterteilt, die computergestitzte
Erkennung (CADe) und die computergestiitzte Diagnose (CADx). CADe beschéftigt sich
mit der Erkennung, Lokalisierung und Segmentierung von L&sionen in medizinischen
Bildern. CADx beschaftigt sich dagegen mit der Diagnose, z.B. mit der Unterscheidung
zwischen gutartigen und bdsartigen Lasionen (Giger, Karssemeijer et al. 2013, El Naga,
Li et al. 2015). Somit bestehen CAD-Algorithmen im Allgemeinen aus zwei Stufen, der
Erkennung und Klassifizierung suspekter L&sionen. In der ersten Stufe werden
Texturmerkmale aus ROIs extrahiert. Da viele Merkmale extrahiert werden koénnen,
enthalten CAD-Systeme haufig Algorithmen zur Merkmalsauswahl, um die Merkmale
auszuwahlen, die am signifikantesten zur diagnostischen Genauigkeit beitragen
(Summers 2017). In der zweiten Stufe wird ein binarer Klassifikator angelernt (Elter and
Horsch 2009).

Definition: Radiomics

Der Begriff Radiomics stammt von MRadiofi ab, was sich auf die Gewinnung
medizinischer Bilder durch den Einsatz von Strahlung (z.B. Réntgen, CT, MRI) bezieht.

Das Suffix lomicsfiwurde erstmals im Begriff Genomics verwendet, um die Kartierung



des menschlichen Genoms zu bezeichnen. Radiomics hat ihre Wurzeln in der CAD und
kombiniert die quantitative Analyse von radiologischen Bildern mit Methoden des
maschinellen Lernens (Parekh, Jacobs et al. 2016). Gegenliber CAD sind jedoch zwei
Aspekte in der Radiomics neu: die Anzahl der beteiligten Bildmerkmale ist in der
Radiomics deutlich héher und die Merkmale, die aus radiologischen Bildern extrahiert
werden, stehen im engen Zusammenhang mit biologischen oder klinischen Endpunkten
(Gillies, Kinahan et al. 2016). Radiomics ist eine allgemeine Wissenschatft, die auf viele
biomedizinische Bereiche angewendet werden kann. Es ist derzeit anerkannt, dass
solide Tumore nicht aus einer homogenen Einheit bestehen, sondern aus mehreren
klonalen Subpopulationen von Krebszellen, die eine betrachtliche r&umliche und
zeitliche Variabilitat aufweisen, die moglicherweise wertvolle Informationen tber die
Aggressivitat von Tumoren liefern konnte (Valliéres, Freeman et al. 2015). Quantitative
Bildmerkmale, auch Aadiomische Merkmalefi genannt, kénnten Informationen (ber
Intensitat, Form, Grol3e oder Volumen und Textur des Tumorphanotyps liefern, die sich
mit denen aus klinischen Berichten ergdnzen. Auf Biopsieergebnissen basierte
Auswertungen sind nicht nur invasiv, sondern ermdglichen auch eine begrenzte
Tumorcharakterisierung, da die extrahierte Probe nicht immer die gesamte Population
von Tumorzellen reprasentiert. Radiomics umgeht dies, indem die umfassende
dreidimensionale Tumormasse mit Hilfe von bildgebenden Informationen beurteilt wird
(Aerts, Velazquez et al. 2014). Verschiedene bildgebende Verfahren (z.B. MRT, CT,
PET, Ultraschall) werden als Grundlage fur die Extraktion dieser Merkmale verwendet
(Lambin, Rios-Velazquez et al. 2012). Eine Sammlung von Merkmalen, die einen
prognostischen und/oder pradiktiven Wert haben, wird oft als Aadiomische Signaturfi
bezeichnet. Die grundlegende Hypothese ist, dass die quantitative Analyse von Tumoren
durch eine grof3e Anzahl von radiomischen Merkmalen wertvolle diagnostische,
prognostische oder pradiktive Informationen liefern kann (Kumar, Gu et al. 2012, Panth,
Leijenaar et al. 2015). Das Ziel ist es, diese Informationsquellen zu erforschen und zu
nutzen, um ein diagnostisches, pradiktives oder prognostisches radiomisches Modell
(Signaturen) zu entwickeln, um personalisierte klinische Entscheidungen zu unterstitzen
und die individualisierte Behandlungsauswahl zu verbessern (Gillies, Kinahan et al.
2016).



Radiomics: Arbeitsablauf

Der Prozess bis zur Erstellung einer radiomischen  Signatur  mit
prognostischem/pradiktivem Wert hat vier Stufen (Kumar, Gu et al. 2012, Coroller,
Grossmann et al. 2015, Parmar, Grossmann et al. 2015, Parmar, Leijenaar et al. 2015,
Gillies, Kinahan et al. 2016): Die erste Stufe umfasst die Bildaufnahme, gefolgt von einer
automatischen oder manuellen Segmentierung der ROI. AnschlieBend werden die

Bildmerkmale extrahiert und ein mathematisches Modell wird erstellt.

Bildaufnahme

Die am weitesten verbreitete bildgebende Methode, die bisher mittels Radiomics
ausgewertet worden ist, ist die CT. Mit dieser Untersuchung kénnen die Dichte, Form
und Textur von Tumoren und Lymphknoten beurteilt werden (Aerts, Velazquez et al.
2014, Giesel, Schneider et al. 2016, Huang, Liu et al. 2016). Die CT hat auch das
Potenzial, die Gro3e und die Grolenveranderung wahrend und nach einer Therapie zu
bestimmen, um das Ansprechen auf eine Behandlung rechtzeitig einschatzen zu
konnen. Texturmerkmale, die aus der CT extrahiert werden kdnnen, stehen in einigen
Fallen in Zusammenhang mit dem Tumorstoffwechsel (Ganeshan, Abaleke et al. 2010)
und der Histopathologie (Ganeshan, Goh et al. 2013). Bei einigen Tumoren stehen
zudem radiologische CT-Merkmale wie Nekrose und Verkalkung in Zusammenhang mit
Genmutationen, die eher mit einem fortgeschrittenen Stadium assoziiert sind (Karlo, Di
Paolo et al. 2014). Die PET wird zum Nachweis und zum Staging von Tumoren
eingesetzt. Sie ist eine wichtige Untersuchung in Radiomics und liefert Informationen
Uber die funktionelle Natur des Tumors und eventuell seiner zugrunde liegenden
Tumorbiologie (EI Naga and imaging 2014). Seit Ende der 2000er Jahre ist die
Texturanalyse in der PET weit verbreitet (Hatt, Tixier et al. 2017). In einer
multizentrischen Studie wurde festgestellt, dass die PET-Texturmerkmale zur
Vorhersage des Gesamtliberlebens bei Lungentumoren eingesetzt werden konnten.
Die MRT liefert kontrastreiche strukturelle und funktionelle Informationen zur
Charakterisierung von Weichgewebe. Eine der ersten Radiomics-Studie, die auf der
MRT basierte, zeigte, dass Bereiche mit erhhter Neovaskularitat und Zellproliferation
mit den Biopsieergebnissen korreliert werden konnten (Earnest 4th, Kelly et al. 1988).
Radiomische Merkmale konnten erfolgreich genutzt werden, um Prostatakrebs von
gesundem Gewebe zu differenzieren (Cameron, Khalvati et al. 2015, Khalvati, Wong et

al. 2015). Die dynamische kontrastverstarkte MRT stellt die Konzentration eines



injizierten Gadolinium-Kontrastmittels Uber die Zeit dar (Khalvati, Wong et al. 2015).
Unter Ausnutzung der Anreicherungskinetik kann der zeitliche Verlauf der
Signalintensitat innerhalb der Lasion bei der Interpretation von Lasionen zur
Bestimmung der Wahrscheinlichkeit einer Malignitat herangezogen werden (Bhooshan,
Giger et al. 2010). Radiomische Merkmale konnten zwischen den Expressionsstatus des
Ostrogenrezeptors (ER) und des Progesteronrezeptors (PR) bei Mammakarzinom
unterscheiden (Li, Zhu et al. 2016).

Segmentierung der Region of Interest (ROI)fi

Die Extraktion von radiomischen Merkmalen wird normalerweise auf eine spezifische
ROI angewendet. Diese muss haufig zuerst manuell von einem erfahrenen Radiologen
oder Radioonkologen abgegrenzt werden (Aerts, Velazquez et al. 2014, Valliéres,
Freeman et al. 2015, Wu, Parmar et al. 2016). Es wurden mittlerweile eine Reihe von
Algorithmen zur automatischen und halbautomatischen Segmentierung entwickelt.
ARegion Growi ngif ische Methode, die Haudig beialer Segmeatieriing
angewendet wird. Hierbei werden homogene Bildelemente zu Regionen gruppiert (Elter
and Horsch 2009). Beginnend mit einer beliebigen Wahl der Anfangsregion, wird diese
mit den Nachbarbildpixeln anhand eines Kriteriums verglichen. Trifft das Kriterium zu,
werden die Nachbarpixeln als zu dieser Region zugehorig definiert. Dieser Ansatz wird
iterativ wiederholt, bis keine Nachbarpixel mehr hinzugenommen werden kdnnen. Das
Bild kann somit in unterschiedliche Regionen eingeteilt werden. Die automatische
Segmentierung von Brusttumoren in der MRT wird seit mehr als 10 Jahren eingesetzt,
wobei die Ergebnisse mit der manuellen Segmentierung durch einen Radiologen
vergleichbar sind (Chen, Giger et al. 2006, Li, Zhu et al. 2016). In einer Brustkrebs-
Radiomics-Studie (Wang, Kato et al. 2015) wurden die betroffene Brust, der Tumor und
das umgebende Parenchym halbautomatisch auf MRT-Datensatzen segmentiert (Tixier,
Hatt et al. 2014). Im Jahr 2014 wurde ein vollautomatisches Segmentierungswerkzeug
fur Hirntumore (BraTumlA) und deren Kompartimente vorgeschlagen (Porz, Bauer et al.
2014). Die automatische Prostatakrebs-Segmentierung wurde mit Hilfe der
multiparametrischen MRT durchgefihrt. Die Segmentierung beruhte vornehmlich auf
T2-gewichtete Sequenzen und auf DWI Protokollen (Cameron, Khalvati et al. 2015,
Khalvati, Wong et al. 2015).
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Extraktion der Radiomics-Merkmale

In der Radiomics werden grol3e Mengen gquantitativer Bildmerkmale extrahiert und
analysiert. Mit dem Begriff Aignatur" ist eine Sammlung von Merkmalen gemeint, die
prognostischen und/oder pradiktiven Wert haben. Radiomische Merkmale werden nach
der Bildvorverarbeitung und Filterung extrahiert (Coroller, Grossmann et al. 2015). Diese
Merkmale kdnnen in diverse Kategorien unterteilt werden. Einige kirzlich eingeflhrte
Kategorien beinhalten fraktale und Fusionsmerkmale, die nur fir multimodale Daten-
séatze anwendbar sind. Grof3en- und Formmerkmale, wie z.B. Volumen, Oberflache, 2D-
und 3D-Maximaldurchmesser beschreiben die GroRRe der ROI. Das morphologische
Erscheinungsbild des Randes wird durch die Randschéarfe, die das Mittel des
Bildgradienten am Lasionsrand ist, beschrieben (Li, Zhu et al. 2016). Ein Histogramm
beschreibt Merkmale, die mit der Verteilung der Intensitaten der Voxel innerhalb der ROI
zusammenhangen. Ebenfalls kann der zeitliche Verlauf einer Signalintensitét innerhalb
der L&sion nach Kontrastmittelinjektion betrachtet werden. Der Begriff Bildtextur bezieht
sich auf die wahrgenommene oder gemessene raumliche Variation der Intensitatsstufen,
die als Graustufenskala visualisiert werden kann (Gnep, Fargeas et al. 2017).
Fusionsmerkmale sind mit multimodalen Bilddatensatzen verbunden, die durch

Registrierung geometrisch ausgerichtet werden kénnen.

Machine Learning: Erstellen von Radiomics-Klassifikatoren

Das Ziel des Einsatzes von Radiomics ist es, ein prognostisches und/oder pradiktives
mathematisches Modell zu entwickeln. Hierbei werden die radiomischen Merkmale
analysiert und daraus wird eine Funktion abgeleitet. Diese kann anschlieRend
bestenfalls das Patientenoutcome oder den Tumorphanotyp vorhersagen (Parmar,
Grossmann et al. 2015). Aus jedem Patientenbild kann eine grof3e Anzahl von
Merkmalen extrahiert werden, typischerweise im Bereich von einigen hundert- bis hin zu
tausenden (Aerts, Velazquez et al. 2014). Nicht alle Merkmale waren jedoch fir einen
Klassifikator sinnvoll. Die Auswahl der Merkmale ist erheblich von der Fragestellung
abhangig. Bisher wurden viele Methoden verwendet, um Klassifizierungsmodelle aus
radiomischen Merkmalen zu erstellen (Tang, Rangayyan et al. 2009). Zu den
beliebtesten Uberwachten Klassifikatoren gehort, mdglicherweise aufgrund ihrer
Einfachheit, die logistische Regression (Vallieres, Freeman et al. 2015, Yoon, Sohn et
al. 2015). Kunstliche Neuronale Netze (KNNs), eine der klassischen Methoden des
maschinellen Lernens (Elter and Horsch 2009), werden auch bei Einsatz von Radiomics

zur Uberwachten Klassifikation eingesetzt (Wu, Parmar et al. 2016). Bei uniberwachten
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Klassifikatoren liegen die Anlerndaten in zuvor unbekannte bzw. undefinierte Gruppen
vor (Parekh, Jacobs et al. 2016). Die Patienten werden auf der Basis einer

Abstandsmetrik gruppiert.

Deep Learning

In den letzten Jahren haben Deep Learning Methoden einen grof3en Einfluss auf
verschiedenste Lebensbereiche genommen. Sie haben beispielsweise zu erheblichen
Verbesserungen auf den Gebieten der Sprach- und Bilderkennung geftihrt (Dahl, Yu et
al. 2011, Krizhevsky, Sutskever et al. 2012). Auch auf den Gebieten, auf denen der
menschliche Verstand bisher geherrscht hat, zeigen Deep Learning Algorithmen eine
enorme Effizienz und zeichnen sich durch ihre hohe Prazision aus. Es gibt
wahrscheinlich drei Grinde fir den aktuellen Erfolg von Deep-Learning-Algorithmen: die
Verfugbarkeit von groRen Datenmengen, die erhéhte und effizientere Rechenleistung
und die schnelle, qualitative Entwicklung von Algorithmen. Diese drei Hauptgrinde sind
stark miteinander verknlpft: Die Verfligbarkeit groBer Bilddatensatze und die
Rechenleistung ermdglichten es, die Starke der Deep-Learning-Algorithmen zu
demonstrieren. Diese Erfolge regten wiederum die Verwendung noch groReren
Datensatze und die Entwicklung neuer Algorithmen an. Moderne Grafikarten (GPUSs),
die zur schnellen Datenverarbeitung eingesetzt werden, haben die Rechenzeiten
drastisch reduziert und neue grol3e wissenschaftliche Erkenntnisse mit sich gebracht.

So sind diese Algorithmen in der Lage menschliche Spieler in Go und ATARI zu schlagen
und selbstandig neue Bilder und Musik zu generieren (Mnih, Kavukcuoglu et al. 2015,
Silver, Huang et al. 2016, Briot, Hadjeres et al. 2017, Tan, Chan et al. 2017). In der
medizinischen Bildgebung zeichnen sich diese Algorithmen durch eine hohe
Zuverlassigkeit aus. Forscher aus den USA entwickelten Modelle, die anhand von
histologischen Bildern Adenokarzinome der Lunge auf dem Niveau erfahrener Patholgen
in Subtypen einteilen kbénnen (Wei, Tafe et al. 2019). In der Dermatologie ist eine
neuronale Netz-Software auf der Grundlage von einfachem Fotomaterial in der Lage,
geringfugig besser zwischen benignen und malignen Hauttumoren zu differenzieren, als
es erfahrene Dermatologen kénnen (Esteva, Kuprel et al. 2017). In der Radiologie sind

3D-Neuronale Netze in der Lage Lungenrundherde zuverlassig zu detektieren (Jung et
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al. 2018). Deep Learning ist eine Subklasse des maschinellen Lernens. Das maschinelle

Lernen ist selbst eine Unterklasse der kinstlichen Intelligenz (Abbildung 1).

Software und Programme,
die das menschliche Verhalten nachahmen kénnen.

Algorithmen, die sich durch Erfahrung

MaschinellesLernen (mehr Daten) verbessern

Einsatz von mehrschichtigen neuronalen Netzen

Abbildung 1: Deep Learning als Subklasse

Lernverfahren

Hauptsachlich wird zwischen Gberwachtem und uniiberwachtem Lernen unterschieden.
Das uberwachte Lernen findet zum Grof3teil in der Klassifizierung von Daten
Anwendung. Zunachst werden die Anlerndaten entsprechend ihrer Zuordnungsgruppe
beschriftet. Es folgt die Anlernphase, in der nach Mustern in der jeweiligen Gruppe
gesucht wird. Am Ende des Anlernens ist eine Verallgemeinerung mdoglich und es
kénnen somit neue Daten klassifiziert werden (Abbildung 2) (Deo Rahul 2015, Fabris,
Magalhées et al. 2017).

Das unuiberwachte Lernen wird vorwiegend eingesetzt, um grofe Datenmengen in
Gruppen zu sortieren. Die Daten liegen hierbei unbeschriftet vor (Le 2013, Deo Rahul
2015). Der Algorithmus erkennt Muster und teilt die Daten in Gruppen ein (Abbildung 3).
Dies wiCrdsaksi Agh bezeichnet.
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unbekanntes Bild

Abbildung 2: Supervised Learning als Lernverfahren

Clustering

I: = Gesund

’ = Fibrose

Abbildung 3: Clustering i automatische Gruppenzuordnung
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Hintergrundwissen zum Neuronalen Netz

Aufgaben, wie Gesichts-, Sprach-, und Bilderkennung fallen uns Menschen nicht
schwer. Wir kénnen sehr schnell Gesichter erkennen und zuordnen, auch wenn der
Raum nicht sehr gut beleuchtet ist. Auch wenn Menschen einen neuen Haarschnitt
haben oder andere Kleider tragen, bleibt fir uns die Gesichtserkennung eine leichte
Aufgabe. Die Spracherkennung ist fiir uns ebenfalls keine Herausforderung. So kénnen
wir andere Menschen verstehen, die wir zuvor nicht gehort haben. lhre Stimme ist fir
uns fremd, dennoch fallt uns das Verstehen (angenommen bei gleicher Sprache und
gleichem Dialekt) nicht schwer. Der Mensch ist in der Lage sich an neue Situationen
sehr schnell anzupassen und hat das Potential zu lernen. Die Leistungsfahigkeit des
menschlichen Gehirns ist enorm und sehr faszinierend. In der Informatik beseht deshalb
das Bemihen, die Funktionsweise des menschlichen Gehirns nachzuahmen (Jain,
Jianchang et al. 1996).

Neurone sind die kleinste funktionelle Einheit des Nervensystems und leiten elektrische
Signale sowohl aus der Korperperipherie an das Gehirn, als auch umgekehrt.
Vereinfacht gesehen bestehen biologische Neurone aus einem Zellkérper (beinhaltet
den Nucleus und weitere Zellbestandteile), Dendriten und Axonen. Dendriten sind diinne
Fortsatze des Zellkdrpers, fungieren als Empfanger und nehmen somit Reize aus der
Umgebung auf. Diese aufgenommen Reize gelangen Uber Axone an die nachste Zelle
(Abbildung 4).

Neuronen sind ist mit Millionen von anderen Neuronen verknlpft und stellen somit ein

Netz dar. Dieses Netz wird als Neuronales Netz bezeichnet.

S

A

Axonterminale

l sindwi|

™
PN

Abbildung 4: vereinfachte Darstellung eines Neurons
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Ein komplexes Zusammenspiel aus dem Gehirn und den Sinneseindriicken lasst das
Sehen und das Erkennen von Objekten einfach erscheinen: Fir Menschen bedarf es
keiner oder nur sehr wenig Anstrengung eine Katze von einem Hund zu unterscheiden
oder das Gesicht eines Menschen zu erkennen. Dies erscheint aber nur deshalb einfach,
weil das Gehirn exzellent darin ist, Bilder zu verstehen. Daher ist es eine umso gréRere
Herausforderung diese Aufgabe mit einem Computer zu realisieren.

In den letzten Jahren hat es im Bereich des maschinellen Lernens enorme Fortschritte
gegeben. Insbesondere haben kiinstliche Neuronale Netze, vor allem das tiefe
neuronale Faltungsnetz (Convolutional Neural Network (CNN)), eine hervorragende
Leistung bei schwierigen visuellen Erkennungsaufgaben gezeigt (Krizhevsky, Sutskever
et al. 2012, Farabet, Couprie et al. 2013, Tompson, Jain et al. 2014, LeCun, Bengio et
al. 2015) .

CNNs sind von biologischen Prozessen inspiriert und entwickelt worden, um Muster
direkt aus Bildern zu erkennen. Zuerst findet eine Merkmalsextraktion statt, woraufhin
die Klassifizierung folgt. Faltungsschichten (Convolutional Layers),
Aktivierungsschichten (Activation Layers), Poolingschichten (Pooling Layers) und
vollstdndig verbundene Schichten (Fully Connected Layers) gehéren zu einem
klassischen CNN. Jedes Neuron der Faltungsschicht ist mit einem kleinen
Eingangsbereich des Bildes verbunden. Dieser Eingangsbereich entspricht dem
Empfangsfeld des menschlichen Sehsystems. Das Ziel der CNNs ist es, das visuelle
System des Menschen nachzuahmen.

Es konnen verschiedene Neurone auf unterschiedliche lokale Bereiche des
Eingabebildes reagieren. Auf die Faltungsschicht folgt eine Aktivierungsschicht, um
komplexere Eigenschaften des Eingangssignals zu bearbeiten. Poolingschichten
werden verwendet, um Uberflissige Informationen zu verwerfen. Schliel3lich werden
mehrere  Schichten zu einer zusammengefasst, die letztendlich das
Klassifizierungsergebnis liefert (Anthimopoulos, Christodoulidis et al. 2016, Mocanu,
Mocanu et al. 2018).

Ein kuinstliches Neuronales Netz (KNN) ist aus kiinstlichen Neuronen zusammengesetzt.
Ziel des KNNs ist es das menschliche Neuronale Netz zu imitieren, um komplexe
Aufgaben besser l6sen zu kdénnen (Jain, Jianchang et al. 1996). Das Interesse an die
Anwendung setzte bereits in den 1940er Jahren ein. Im Jahr 1943 wurden die ersten
Beispiele von Warren McCulloch, einem Neurowissenschaftler und dem Mathematiker
Walter Pitts eingeftihrt (McCulloch and Pitts 1943). Kiinstliche Neurone kénnen auf
verschiedenster Weise miteinander verbunden sein und eine unterschiedliche Anzahl an
Neuronenschichten aufweisen. Einschichtige Netze stellen die einfachste Form dar. Sind

mehr als eine Schicht vorhanden, spricht man von einem mehrschichtigen Netz. Die
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letzte Schicht des Netzes wird als Ausgabeschicht (Output Layer) und die
davorliegenden Schichten als verdeckte Schichten (Hidden Layers) bezeichnet (Zhang,
Eddy Patuwo et al. 1998). Besitzt ein Netz eine Eingabeschicht (Input Layer), mehrere
verborgene Schichten und eine Ausgabeschicht, wird von einem tiefgehenden Netz
(Deep Neural Network, DNN) gesprochen (Abbildung 5). Wie viele Ebenen notwendig
sind, um von einem DNN zu sprechen, ist nicht fest definiert. Wird ein solches DNN mit
Daten angelernt spricht man von tiefgehendem Lernen (Deep Learning) (Schmidhuber
2015).

Einfaches Tiefgehendes
neuronales Netz neuronales Netz
Hidden 3
Layer Hidden Layer
Input Input
] Layer Layer
\ Output \ Output
. ’ Layer .
g / /

. Input node Hidden node . Output node

Abbi ldung 5: einfaches vs. tiefgehendes Neuronales Netz

Ein DNN kann von Grund aus neu angelernt werden (Training from Scratch) oder es
konnen vorbestehende, bereits angelernte Netzwerke neu angelernt werden (Transfer
Learning). Abbildung 6 gibt den wesentlichen Unterschied zwischen diesen beiden
Anlernmethoden wieder.

Durch ihre hohe Genauigkeit haben im Bereich der Bilderkennung und Bildklassifikation
CNN s eine besondere Stellung. Beispiele fur bereits vorangelernte CNNs sind Inception
(He, Zhang et al. 2016), ResNet (He, Zhang et al. 2016) und DenseNet (Huang, Liu et
al. 2017).

Zum Anlernen eines Neuronalen Netzes sind viele validierte Daten essentiell. Die zur

Verfligung stehenden Daten sollten in drei Gruppen aufgeteilt werden: Lerndatensatz,
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Validierungsdatensatz und Prifdatensatz. Abbildung 7 veranschaulicht das

Aufteilungsprinzip der Daten.

TRAINING FROM SCRATCH

Convolutional Neural Network (CNN)

vorangelerntes CNN
~ % Ldler

Abbildung 6: Lernansatze 1 Training from Scratch vs. Transfer Learning. Bei Transfer
Learning werden vorangelernte Netzwerke, die beispielsweise zwischen Hunden und
Katzen differenzieren kbnnen mit neuen Daten neu angelernt.

- Lerndaten
Trainingsphase

- Validierungs-
daten
-

-

Abbildung 7: Aufteilungsprinzip der Daten
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Zielsetzung der Arbeit

Die radiologische Bildgebung wird immer praziser und findet dadurch haufiger
Anwendung im klinischen Alltag. Eine zuverlassige Diagnose ist in der heutigen
modernen Welt ohne Bildgebung nahezu undenkbar. Die Radiologen werden daher
immer mehr einer hoheren Arbeitsbelastung ausgesetzt. Eine computergestitzte
Hilfestellung bei Befundung radiologischer Bildgebung ware eine grof3e Bereicherung im
klinischen Alltag.

Das Ziel dieser Arbeit ist es, mit relativ wenig vorhandenen Bilddaten, Deep Learning
Algorithmen zur vollautomatischen Differenzierung zwischen dem Lungenparenchym
AGesundfd undzu AgEmidérano wabdi zertifizierte CT-Schnittbilder die
Klassifizierungsgrundlage bilden. In Zukunft kdnnen diese Methoden eingesetzt werden,
um Deep Learning Modelle fiir seltenere Erkrankungen mit wenig vorhandenen Daten
Zu entwickeln.

Bei in Deutsch verfassten Dissertationen sind Anglizismen zu vermeiden. Auf dem
Gebiet der kinstlichen Intelligenz werden jedoch sehr viele Fachbegriffe, die in der
englischen Sprache eingefuhrt wurden, in der deutschen Sprache ohne eine
Ubersetzung verwendet. In diesen Fallen wurden auch in dieser Arbeit die englischen
Fachtermini benutzt.

Auf Beschreibung technischer Details, die nicht zum Verstandnis dieser Arbeit beitragen,
wurde verzichtet. Alle Abbildungen und Tabellen wurden im Rahmen der Dissertation

selbst erstellt.
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Material und Methoden

Patienten

Ein positives Votum der Ethikkommission des Fachbereichs Medizin lag vor Beginn der
Untersuchung vor (Aktenzeichen Projekt 222/16). Aus dem Zeitraum von 2011 und 2016
wurden aus dem Pool des Bilddatenarchivs des Universitatsklinikums GieRen 52 HRCT-
Datensatze mit unauffalligen Thoraxbefunden (23 méannlich, mittleres Alter 50,6 Jahre,
Bereich 22-79 Jahre; 29 weiblich, mittleres Alter 46,9 Jahre, Bereich 19-80 Jahre) und
52 Patienten mit fibrotisch erkranktem Lungenparenchym anhand entsprechender
Befunde herausgesucht (53 mannlich, mittleres Alter 69,6, Bereich 51-86 Jahre; 17
weiblich, mittleres Alter 66,7 Jahre, Bereich 52-76 Jahre). Daten von Patienten mit
starken  Bewegungsartefakten und  erheblichen  Mischdiagnosen  wurden
ausgeschlossen. Die Diagnosen wurden nochmals durch einen Radiologen mit 10-
jahriger Berufserfahrung und stichprobenartig von einem Radiologen mit 25 Jahren
Berufserfahrung kontrolliert. Unauffallige, normale Thoraxbefunde zeichnen sich durch
die Abwesenheit pulmonaler Pathologien oder Abnormalitdten aus. Als solche gelten
CT-morphologisch erkennbare bronchiale, pulmonale, vaskulare oder pleurale

Strukturen. Zur Fi brosedefinition wur den

di

e K

Thoracic Societybo und der AEur opeiatersttdl hor aci c {

pneumoni aif (rrpP) heMantgerz o gné n . dd RC-Bpecificd ei

interstitial pneumoniafi (NSI P) und Ausual
Fibrose eingeschlossen. Als Mischdiagnosen wurden Daten- satze ausgeschlossen, bei
denen neben der bekannten Lungenfibrose weitere Erkrankungen (Pneumonie,

Bronchialkarzinome/Metastasen, Emphysem, Atelektase) vorlagen.

CT-Bildgebung

Die CT Untersuchungen wurden mit einem 64- oder einem 40- Zeilen CT Gerat
(Somatom Definition Dual Source oder Somatom Definition AS; Siemens Medical
Systems, Erlangen, Deutschland) durchgefiihrt. Das folgende Untersuchungsprotokoll
wurde angewendet: Der Patient wird in Ruckenlage positioniert, Kopf voraus;

vollsténdige Lungenabbildung vom Apex bis zum Diaphragma nach tiefem Einatmen und
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anschlieendem Luft anhalten; 120 kV; die Spannung wurde nach Patientengewicht
variiert: < 75 kg: 25 mAs; > 75 kg: 45 mAs bei dem 64 MSCT und 50 mAs bei dem 40
MSCT:; Pitch 1.2; Schichtdicke 1 mm; Bildrekonstruktion mit Kernel B50f in eine 512x512
Bildmatrix.

TensorFlow

Auf einem Notebook mit dem Betriebssystem Windows 8 wurde zunachst eine Linux-
Distribution intalliert (Ubuntu 17.04). Nach erfolgreichem Installieren wurden durch
folgende Befehle die Programmbibliothek TensorFlow, andere notwendige

Programmbibliotheken und Python eingerichtet:

1. $ sudo apt-get install python - pip python - dev python - numpy python - wheel
2. $ sudo pip install  -- upgrade pip

3. $ sudo pip install tensorflow #CPUVersion

4. $ sudo apt-get install git

5. $ sudo git clone https://github.com/tensorflow/tensorflow

6. $ sudo add- apt-repository  ppa:webupd8team/java && sudo apt-get update
7. $ sudo apt-get install oracle -java8 -installer

8. $ curl $ https://bazel.build/bazel -release.pub.gpg | sudo apt-key add -
9. $ sudo apt-get update

10. $ echo "deb [arch=amd64] http://storage.googleapis.com/bazel -

apt stable jdk1.8" | sudo tee /etc/apt/sources.list.d/bazel.list

11. $ sudo apt-get update && sudo apt-get install bazel

12. $ sudo pip install -- upgrade \ https://storage.googleapis.com/tensor-
flow/linux/cpu/protobuf -3.1.0 - cp27- none- linux_x86_64.whl

13. $ sudo pip install -- upgrade \ https://storage.googleapis.com/tensor-
flow/linux/cpu/protobuf -3.1.0 - cp27- none- linux_x86_64.whl

14. $ cd tensorflow

15. $ sudo ./configure

16. $ sudo bazel build -- config opt tensorflow/examples/image_retraining:retrain

17. $ sudo bazel build tensorflow/examples/image_retraining:retrain -- local_re-
sources 2048,2.0,1.0

Im Dezember 2016 wurde das vorangelernte Netzwerk Inception v3 unter folgendem
Link heruntergeladen:

http://download.tensorflow.org/models/inception_v3 2016 08 28.tar.gz.
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Arbeitsablauf

Zunachst wurden 104 Patientendatensidtze aus dem  Bildarchiv des
Universitatsklinikums Gie3en anhand entsprechender Befundeintrage herausgesucht
und die Richtigkeit der Diagnosen von Radiologen nochmals Uberprift. Nach
Anonymisieren der Daten wurden alle Schnittbilder patientenspezifisch im
Lungenfenster als JPEG abgespeichert. Danach wurden alle Patientenbilder auf eine
externe Festplatte kopiert. Manuell wurden anschlieend alle Schnittbilder geléscht, auf
denen kein Lungengewebe abgebildet war.

Zum Anlernen Neuronaler Netze ist die Datenstruktur essentiell. Es sollte dabei
sichergestellt werden, dass Lehr- und Prufdaten nicht in verwechselbaren Subordnern
gespeichert wurden. Um die richtige Datenstruktur zu erhalten wurden zwei Python
Programme geschrieben, wobei das erste alle Schnittbilder mit einer Laufnummer
versieht und somit unterschiedliche Benennungen sicherstellt (Code 1). Das zweite
Programm kopiert alle Schnittbilder aus den Ursprungsordnern und fugt sie in fur
TensorFlow eindeutig benannte Ordner (Gesund und Fibrose) ein (Code 2). Abbildung

8 zeigt die notwendige Datenstruktur flr TensorFlow auf.

Code 1

import os

for root, dirs, files in os.walk(path):

NGO~ ®WNE
o)
o
c
=1
—
1

for i in files:
os.r e-
name(os.path.join(root, i), os.path.join(root, str(count) + "jpg" ))
10. count +=1
Code 2

1. import os
2. import shutil
3.
4. for root, dirs, files in os.walk( " ): # starting directory
5. for file in files:
6. path_file = os.path.join(root,file)
7. shutil.copy2(path_file, ") # destination dir
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Gesund Fibrose Gesund Fibrose

Abbildung 8: Datenstruktur fur TensorFlow

Bilderi m Or dner ALehrdatenfi ¢berschneiden sich nich"

Der Lernvorgang wurde mit folgendem Terminalbefehl gestartet:

1. $ sudo Downloads/tensorflow/bazel - bin/tensorflow/examples/image_retraining/re-
train  -- image_dir /home/lynx/Deskto p/Le hr daten
Fur die Anlernphase wurden folgende Parameter verwendet:
- Epoche (Anzahl der Trainingsdurchléaufe der Input-Daten): 8000
- Anlernrate: 0.01
- Validierungsdatensatz: 10%
- Trainingsbatchgrof3e: 100
- ValidierungsbatchgrofRe: 100 (Datenmenge, die nach jeder Lerneinheit zur in-

ternen Validierung herangezogen wird)

Nach erfolgreichem Anlernen wurde eine ca. 90 MB gro3e Graph-Datei und eine
Textdatei mit den Klassifikationslabeln (Gesund und Fibrose) abgespeichert. Durch
einen weiteren Terminalbefehl wurde ein weiteres Python Programm gestartet (Code 3).
Dieses wertete alle Prufbilder aus und speicherte die Klassifikationsergebnisse und die
dazu gehorigen Zuordnungswahrscheinlichkeiten in eine Textdatei ab. Die Anzahl richtig
bzw. falsch zugeordneter Bilder, Spezifitdt und Sensitivitdt wurden abschliel3end mit

einem Tabellenkalkulationsprogramm berechnet (Microsoft ® Excel ® Version 2013).

23



©CoNoGOrWNME

Code 3

import numpy as np
import tensorflow as ftf
import argparse

from PIL import Image
import  sys

import os

# construct the argument parse and parse the arguments

ap = argparse.ArgumentParser()

ap.add_argument( "-i" , "-- image", required = True,

help = "path to input dataset of images")

. args = vars(ap.parse_args())

imagePath = os.path.abspath(args| "image" ])

. def create_graph():

Creates a graph from saved GraphDef file
# Creates graph from saved graph_def.pb.

. modelFullPath = ‘home/lynx/Desktop/output_graph.pb'
. labelsFullPath = 'lhome/lynx/Desktop/output_labels.txt'

and returns a saver.

with tf.gfile.FastGFile(modelFullPath, b ) as f:
graph_def = tf.GraphDef()
graph_def.ParseFromString(f.read())

del (graph_def.node[1].attr[ "dct_method" 1)

_ = tf.import_graph_def(graph_def, name= )

. def run_inference_on_image():

answer = None

if not tf.gfile.Exists(imagePath):
tf.logging.fatal( 'File  does not exist
return  answer

image_data = tf.gfile.FastGFile(imagePath,

# Creates graph from saved GraphDef.
create_graph()

with  tf.Session() as sess:

%s', imagePath)

rb' ).read()

softmax_tensor = sess.graph.get_tensor_by name(  ‘final_result:0'

predictions = sess.run(softmax_tensor,

{'DecodeJpeg/contents:0’ . image_data})

predictions = np.squeeze(predictions)

top_k = predictions.argsort()[ -5][: -1 # Getting predictions

top_k1 = predictions.argsort()[ -1
f = open(labelsFullPath, fb' )
lines = f.readlines()
labels = [str(w).replace( "\n", "™ for
for node_id in top_k:
human_string = labels[node_id]
score = predictions[node_id]

# Getting Diagnosis

w in lines]

print ('%s (score = %.5f)" % (human_string, score))

for node_id in top_k1:
human_string = labels[node_id]

)
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61.
62.
63.
64.
65.
66.
67.
68.
69. if
70.

print  'Diagnose:

answer = labels[top_k
return  answer

__hame__=="_main__'
run_inference_on_image()

Anzahl der Bilddaten

score = predictions[node_id]

%s' %human_string

(o]

Es wurden zwei Varianten mit unterschiedlicher Anzahl der Lehr- und Priifdaten ausge-

testet. (Variante 1; Variante 2)

Variante 11 Bildspezifisch

Ein Python-Programm wurde erstellt (Code 4), das zufallig Bilder aus den Or d n &e-n

sundi bA®Wi broseh
(1351Bil der),
APr ¢ f dribrosein _( 105 7

ausw?2hlt

Bil der)

A

und in die GesutdS prechend ¢

ALehrdaten_ FiGesuodie{i10092BBIl Hdde}) ) ui

kopi ert Auch die Anza

Gruppen wurde von einem Zufallszahlengenerator erzeugt und wahlte Bilder beliebiger

Patienten aus.

Code 4
1. import os
2. import shutil
3. import random
4.
5. root dir ="
6. output_dir ="
7. r =1
8.
9. for root, dirs, files in os.walk(root_dir):
10. number_of files = len(os.listdir(root))
11. if number_of files >r:
12. files_move = random.randint(1,5000) # amount to copy
13. for i in xrange(files_move):
14. chosen_one = random.choice(os.listdir(root))
15. file_in_track = root
16. file_to_move = file_in_track + '['" + chosen_one
17. if os.path.isfile(file_to_move) == True:
18. shutil. move(file_to_move,output_dir)
19. print  file_to_move
20. else :
21. for i in xrange(len(files)):
22. track_list = root
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23. file_in_track = files][i]

24, file_to_move = track_list + "+ file_in_track
25. if os.path.isfile(file_to_move) == True:

26. shutil. move(file_to_move,output_dir)

27. print  file_to_move

28. print 'Done !

Variante 21 Patientenspezifisch

Eswurdenj ewei |l s 26 zuf@allig gew?2hlte Patienten diag
daten Gesundii (5622 Schnitt Fibdeskei ABS8RMBd®SBtcaami tt bil d
ten Gesundi (5407 Schnitt bi Fidosaf) (®@ihittbioen) kopieita t e n
(modifizierter Code 3).

PyTorch

Fur die Berechnungen unter PyTorch wurden die Lehrdaten (26 Patienten) nochmals in
Lerndaten (23 Patienten) und Validierungsdaten (3 Patienten) unterteilt. Abbildung 9 gibt

die dabei entstandene neue Datenstruktur wieder.

= 2 o = @

Gesund Fibrose Gesund Fibrose

Gesund Fibrose

Abbildung 9: Datenstruktur fur PyTorch

Durch den folgenden Terminal-Befehl wurde die Programmbibliothek PyTorch eingerich-
tet:

1. pip3 install torch torchvision
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AnschlieRend wurden einige PyTorch Skripte heruntergeladen (https://github.com/py-
torch/tutorials, Zugriff am 08.02.2019 um 19:51 Uhr).

Anhand dieser Skripte und den bereits eingestellten Parametern wurden Inception v3,

ResNet50 und DenseNet121 neu angelernt. Die neu angelernten Modelle wurden im .pt

Format abgespeichert.

Ein weiteres Python-Skript (Jupyter Notebook) wurde zur automatischen Klassifizierung der

Prifdaten und zum Speichern der Ergebnisse in eine Textdatei erstellt (Code 5). Die Anzahl

richtig bzw. falsch zugeordneter Bilder, Spezifitdt und Sensitivitdt wurden abschlie3end

mit einem Tabellenkalkulationsprogramm berechnet (Microsoft ® Excel ® Version 2013).

NGk wWNE

Code 5

from _ future__ import print_function, division
%matplotlib  inline

import torch

import torch.nn as nn

import torch.optim  as optim

from torch.optim  import Ir_scheduler

import numpy as np

import  torchvision

from torchvision import datasets, models, transforms
import  matplotlib.pyplot as plt

. import  time
. import os
. import copy

from PIL import Image

. from torch.autograd  import Variable
. from torch.nn import functional as F
. from torch import topk

. from matplotlib.pyplot import  imshow
. import  matplotlib.pyplot as plt

. plt.ion() # interactive mode

. import os

os.environ[ "CUDA_DEVICE_ORDER"PCI_BUS_ID"

. os.environ[ "CUDA_VISIBLE_DEVICES" = 'O’

. #os.environ[USE_CUDA" = 'True'

. data_dir = 'home/gmohammad/Lerndaten_pytorch/Testdaten/0/'
. folder_name = 'Gesund'

. directory = os.path.join(data_dir, folder_name)

. path, dirs, files = next(os.walk(directory))

. file_count = len(files)

. print  (file_count)

. data_transforms = {

folder_name: transforms.Compose([
transforms.Grayscale(num_output_channels=3),
transforms.Resize(22 4,22 4),
#transforms.CenterCrop(224),
transforms.ToTensor(),

transforms.Normalize([0.485, 0.456, 0.406], [0.229, 0.224, 0.225])

27


https://github.com/pytorch/tutorials
https://github.com/pytorch/tutorials

45,
46. image_datasets = {x: datasets.ImageFolder(os.path.join(data_dir),

47. data_transforms[x])

48. for x in [folder_name]}

49. dataloaders = {x: torch.utils.data.DatalLoader(image_da-
tasets[x], batch_size=4,

50. shuffle=True, num_workers=4)

51. for x in [folder_name]}

52. dataset_sizes = {x: len(image_datasets[x]) for x in [folder_name]}

53. class_names = [0,1]

54,

558

56. #device = torch.device("cuda:0" if torch.c uda.is_available() else "cpu")

57. device = torch.device(0)

58.

59. def imshow(inp, title=None):

60. ""Imshow for Tensor.""

61. inp = inp.numpy().transpose((1, 2, 0)

62. mean = np.array([0.485, 0.456, 0.406])

63. std = np.array([0.229, 0.224, 0.225))

64. inp =std * inp + mean

65. inp = np.clip(inp, 0, 1)

66. plt.imshow(inp)

67. if title is not None:

68. plt.title(title)

69. plt.pause(0.001) # pause a bit so that plots are updated

70.

71.

72. class SaveFeatures():

73. features=None

74. def __init__ (self, m): self.hook = m.register_forward_hook(self.nook_fn)

73, def hook_fn(self, module, input, output): self.features = ((out-
put.cpu()).data).numpy()

76. def remove(self): self.hook.remove()

77.

78. final_layer = model._modules.get( ‘featur es') #Densenet

79. #final_layer = model._modules.get(‘Mixed_7b") #inception

80. #final_layer = model._modules.get('layer4d’) #ResNet

81.

82. def visualize_model(model, num_images=file_count):

83. was_training = model.training

84. model.eval()

85. images_so_far =0

86. fig = plt.figure(figsize=(50,50))

87. for filename in os.listdir(directory):

88. if filename.endswith(  ".jpg" ):

89. image = Image.open(os.path.join(directory, filename))

90. normalize = transforms.Normalize(

91. mean=[0.485, 0.456, 0.406],

92. std=[0.229, 0.224, 0.225]

93. )

94. preprocess = transforms.Compose([

95. transforms.Resize((224,224)),

96. transforms.Grayscale(num_output_channels=3),

97. transforms.ToTensor()

98. normalize

99. D

100. display_transform = transforms.Compose([

101. transforms.Resize((224,224))])

102. tensor = preprocess(image)

103. prediction_var = Variable((tensor.unsqueeze(0)).cuda(),
quires_grad=True)

104. activated_features = SaveFeatures(final_layer)

105. prediction = model(prediction_var)

106. pred_probabilities = F.softmax(prediction).data.squeeze()

107. activated_features.remove()



108. f = open('/home/gmohammad/Lerndaten_all_pytorch/test_Ge-
sund_Densenet.txt' ,'a’ ) #Inception?Resnet?Densenet?

109. print (filename, topk(pred_probabilities,1), file =1)

110. continue

111. else :

112. continue

113.

114. #Resnet

115. #model = models.resnext50_32x4d(pretrained=True)

116. #num_ftrs = model.fc.in_features

117. #model.fc = nn.Linear(num_ftrs, 2)

118. #model.load_state_dict(torch.load('/home/gmoham-
mad/Lerndaten_all_pytorch/GF_ResNet.pt))

119. #model.eval()

120. #model.cuda(device)

121.

122.

123. #Inception

124. #model = models.inception_v3(pretrained=True)

125. #model.fc = nn.Linear(2048, 2)

126. #model.aux_logits = False

127. #model.load_state_dict(torch.load('/home/gmoham-
mad/Lerndaten_all_pytorch/GF_Inception.pt'))

128. #model.eval()

129. #model.to(device)

130.

131.

132. #DenseNet

133. model = models.densenet121(pretrained=True)

134. model.classifier = nn.Linear(1024, 2)

135. model.load_state_dict(torch.load( 'fhome/gmoham-
mad/Lerndaten_all_pytorch/GF_Densenet.pt' )

136. model.eval()

137. model.to(device)

138.

139. visualize_model(model)

Um die neu angelernten Modelle bei ihrer Klassifizierungsentscheidung transparenter

darzustellen, wurden fir einige gewahlte Bilder Class-Activation-Maps (CAM) erstellt.

Class-Activation-Maps (CAMSs)

Class-Activation-Maps (Heat Maps) sind eine einfache Methode, um die Bildregionen
hervorzuheben, anhand welcher das neuronale Netz die spezifische Gruppenzuordnung
veranl|l asst. Das verwendete neuronale Netz sol
Pool i ng ( GA Rbbitdung 20gibtteizea Wberblick tiber die Funktionsweise der
CAMs. Das Eingabebild wird abh&ngig vom verwendeten neuronalen Netz in unter-
schiedliche Anzahl von Pixelpunkten unterteilt. Beim Verwenden von DenseNet121 sind
dies beispielsweise 7x7 Pixelpunkte. Abhangig von der veranlassten Klassifikation wird
fur jeden Pixelpunkt nach der GAP-Schicht eine Gewichtung (w) bestimmt. Die Gewich-

tung der einzelnen Pixelpunkte ist umso héher, je bedeutsamer diese Bildregion fur die
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veranlasste Klassifikation ist. Hohere Gewichtungszahlen werden mit warmen Farben
dargestellt. Pixelpunkte, die nicht oder wenig zur Klassifikation beitragen, werden mit
kalten Farben abgebildet. Das somit entstandene Bild wird anschlieRend mit dem Ein-
gabebild Uberlagert. Heat Maps sind essentiell, um Klassifizierungen nachzuvollziehen
und lassen die Entscheidungsfindung neuronaler Netze transparenter darstellen. Fur

das Erstellen der CAMs wurde das folgende Skript (Code 6) verwendet.

Fibrose

=200

sezoalr
[ i B g |

< ZF 00N
< ZOoN

Einabeild

Abbildung 10: Beispiel einer Class-Activation-Map

Code 6
1. class SaveFeatures():
2. features=None
3. def __init_ (self, m): self.hook = m.register_forward_hook(self.nook_fn)
4 def hook_fn(self, module, input, output): self.features = ((out-

put.cpu()).data).numpy()
def remove(self): self.hook.remove()

#final_layer model._modules.get('Mixed_7c") #inception
model._modules.get('layer4’) #ResNet

model._modules.get(‘features’) #Densenet

5
6.
7.  #final_layer
8
9

. #inal_layer
10. #final_layer

12. activated_features = SaveFeatures(final_layer)

14. prediction = model(prediction_var)
15. pred_probabilities = F.softmax(prediction).data.sque eze()
16. activated_features.remove()

18. print (topk(pred_probabilities,1))

20. def getCAM(feature_conv, weight fc, class_idx):

21. _, nc, h, w = feature_conv.shape

22. cam = weight_fc[class_idx].dot(feature_conv.reshape((nc, h*w)))
23. cam = cam.reshape(h, w)

24. cam = cam - np.min(cam)

30



25. cam_img = cam/ np.max(cam)

26. return  [cam_img]

27.

28. weight_softmax_params = list(model.parameters())

29. weight_softmax = np.squeeze(weight_softmax_params[ - 2].cpu().data.numpy())
30.

31. #weight_softmax_params = list(model._modules.get('fc').parameters())

32. #weight_softmax = np.squeeze(weight_softmax_params[0].cpu().data.numpy())
33.

34. weight_softmax_params
35. class_idx = topk(pred_probabilities,1)[1].int()

36. overlay = getCAM(activated_features.features, weight_softmax, class_idx )
37. imshow(overlay[0], alpha=0. 5, cmapset' )
38. plt.savefig(filename + '_heat_map.png' , dpi=1200)

Genutzte Computerhardware

Alle TensorFlow-Berechnungen (Anlernphase, Klassifizierung, Python-Programm-
Erstellungen und Programm-Ausfiihrungen) wurden auf einem Standard-Notebook unter
dem Betriebssystem Ubuntu mit einem 2,1 (Quad-Core) GHz-Prozessor und 3,8 GByte
RAM durchgefuhrt (CPU-Berechnungen).

Alle PyTorch Kalkulationen (Anlernphase, Klassifizierungen, Python-Programm-
Ausfihrungen, CAM) wurden auf einem GPU-fahigen Rechner mit dem Betriebssystem

Ubuntu durchgefuhrt.
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Ergebnisse

Die neu angelernten Neuronalen Netze konnten erfolgreich eingesetzt werden und
zeigten, abhangig von verwendeten Lerndaten und Netzwerkstruktur unterschiedliche
Ergebnisse in Sensitivitat und Spezifitat. Fir die zufallig gewahlte, bildspezifische
Aufteilung der Daten (Variante 1, TensorFlow) zeigte sich eine Sensitivitat von 96,9 %
und eine Spezifizitat von 95,4 %. Nach Erhéhung der Anzahl und nach
patientenspezifischer Aufteilung der Daten erhéhten sich Sensitivitat und Spezifitdt auf
> 99%, (Variante 2). Die neu angelernten Modell-Varianten 3 bis 5 unter PyTorch
(DenseNet121, Inception v3 und ResNet50) zeigten eine Spezifitat von 100 %. Inception
v3 und DenseNet121 klassifizierten alle fibrotischen Bilder als Aibrosefiein und zeigten
somit auch eine Sensitivitat von 100 %. ResNet50 ordnete falschlicherweise 2 fibrotische
Bilder als AGesundfiein (Sensitivitat 99,93 %).

Abbildungen 11-23 zeigen Beispiele richtig bzw. falsch klassifizierter Bilder mit ihren
zugehorigen Zuordnungswahrscheinlichkeiten (N = Gesund, F = Fibrose) in
Abhangigkeit genutzter Programmbibliothek und des verwendeten Neuronalen Netzes.
Abbildungen 24-26 fassen die Lern- und Validierungsgenauigkeit wahrend der
Anlernpahse unter PyTorch zusammen. In den Graphiken wurde dabei jeweils die
erzielte Genauigkeit (Accuracy) gegen die Zyklusanzahl der Berechnungen (Epoch)
aufgetragen.

Tabellen 1-5 geben die richtig und falsch zugeordneten Bilder in Abhangigkeit
verwendeter Programmbibliothek (TensorFlow vs. PyTorch) und des verwendeten
Neuronalen Netzes mit unterschiedlichen Bereichen der Zuordnungswahrschein-

lichkeiten S im Detail wieder.
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Abbildung 11.: richtig klassifiziert (TensorFlow, Inception v3, Variante 1)
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Abbildung 12: falsch klassifiziert (TensorFlow, Inception v3, Variante 1)
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Abbildung 13: falsch klassifiziert (TensorFlow, Inception v3, Variante 2)
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Abbildung 14: richtig klassifiziert, Zuordnungswahrscheinlichkeit 1 (TensorFlow,
Inception v3, Variante 2)
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Abbildung 15: richtig klassifiziert, Zuordnungswahrscheinlichkeit 0,9 - 0,99 (Ten-
sorFlow, Inception v3, Variante 2)
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Abbildung 16: richtig klassifiziert, Zuordnungswahrscheinlichkeit 0,8 - 0,89 (Ten-
sorFlow, Inception v3, Variante 2)
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Abbildung 17: richtig klassifiziert, Zuordnungswahrscheinlichkeit 0,7 - 0,79 (Ten-
sorFlow, Inception v3, Variante 2)
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Abbildung 18: richtig klassifiziert, Zuordnungswahrscheinlichkeit 0,6 - 0,69 (Ten-
sorFlow, Inception v3, Variante 2)
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